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基于双词主题模型的

半监督实体消歧方法研究

张　雄，陈福才，黄瑞阳
（国家数字交换系统工程技术研究中心，河南郑州 ４５０００１）

　　摘　要：　针对实体上下文信息主题漂移的问题，提出一种基于双词主题模型的实体消歧方法．方法考虑到实体
在一定语义环境下具有不同的主题，且在同一文档中同时出现的其他实体在一定程度上能够帮助待消歧实体确定所

指代内容，利用命名实体构建双词的思想，将协同实体关系融合到主题模型中，并在此基础上利用维基百科知识库，进

行半监督消歧．本文最后在网络文本数据上进行了相关的实验，验证了所提算法的有效性．实验表明该方法有效的提
高了实体消歧精度．
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１　引言
　　命名实体消歧（ＮａｍｅｄＥｎｔｉｔｙＤｉｓａｍｂｉｇｕａｔｉｏｎ，ＮＥＤ）
是将文档中提及的命名实体链接到一个无歧义的知识

库中相应实体的过程，该技术广泛应用于信息抽取、知

识库构建、语义搜索［１］等领域．在网络文本数据中，蕴
含着大量的歧义实体，如何从这些网络数据中获得准

确的实体信息是网络信息抽取亟待解决的问题．为了
解决这一问题，实体消歧技术得到广泛的研究．

目前实体消歧技术的研究主要包括以下两类，一

是建立文本语境模型，例如计算上下文词语与百科资

源描述的文本相似性实现消歧［２～４］，该方法最近的研究

是从实体全局一致性的角度对文本中所有提及实体同

时进行消歧．文献［５～８］通过构建词嵌入模型，从文本
语料中学习词的连续向量表示，并通过向量在相对低

维向量空间中获取词的语义相似性．王英帅等人［９］提

出一种基于ＬＤＡ主题模型的消歧方法，该方法针对网
页中的人名消歧任务，在传统的上下文消歧基础上，添
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加网页主题信息，从而实现比传统聚类方法更好的实

验性能．Ｇｕｏ等人［１０］在知识图谱上使用随机游走的方

法来构造实体和文本的向量表示方法，文献［１１，１２］结
合了实体在维基百科中的全局链接结构和上下文信

息，分别用贝叶斯网络概率模型和基于图模型的 Ｐｅｒ
ｓｏｎａｌｉｚｅｄＰａｇｅＲａｎｋ模型进行实体消歧．怀宝兴等人［１３］

使用ｅＬＤＡ概率主题模型提出一种基于链指的实体消
歧方法并取得了不错的效果，也证明了主题模型对上

下文信息刻画的有效性．Ｎｇｕｙｅｎ等人［１４］提出一种两级

映射算法，将主题域作为一个重要特征进行了一级映

射，然后在第一级映射的基础上，利用高信任度链接为

二级映射提供了更加可靠的上下文信息，从而实现实

体消歧．二是利用现有知识库（例如：维基百科、Ｆｒｅｅ
ｂａｓｅ等）进行实体消歧［１５～１７］，该方法能够弥补实体上下

文信息稀疏、实体间结构关系等问题，知识库中实体摘

要［６］能够较好的刻画实体本体语义，对实体消歧具有

重要的作用．
上述的研究方法通常在计算文本相似性的时候都

在待消歧词附近使用了一个固定大小的窗口，只将窗

口中的词作为上下文信息，如果窗口太小会丢失很多

重要信息，窗口过大又会将不相干信息引入到上下文

信息中，因此如何合理地刻画上下文信息是目前研究

的一个重要问题．此外，现有的研究在对实体协同作用
的分析时，并未考虑到随着实体主题迭代出现的主题

漂移现象，从而导致主题模型的精度降低．
因此，本文针对全局主题信息漂移的问题，采用双

词主题模型（ＢｉｔｅｒｍＴｏｐｉｃＭｏｄｅｌｉｎｇ，ＢＴＭ），结合维基百
科知识库中的实体页面，提出基于 ＢＴＭ的半监督命名
实体消歧算法．该算法利用维基百科实体摘要信息（实
体页面），构建双词集合并赋予实体主题标签，且保证

双词中至少有一个为实体词，有效降低主题漂移现象，

提高主题模型的精度，从而改善实体消歧效果．

２　ＢＴＭ主题模型

　　ＢＴＭ是一种短文本主题概率生成模型［１８］．该模型
针对短文本主题模型中出现的数据稀疏的问题，通过

建立共现词组合（双词）来改进传统的 ＬＤＡ主题模
型［１９］，提高了主题中词聚合程度，有效改善了短文中主

题模型的性能．
双词即同一文本中同时出现的无序词对，ＢＴＭ模

型就是建立在双词共现模式的基础上，其核心思想是

两个词共同出现的频率越高，则双词属于同一个主题

的可能性越大．模型假设双词中的每个词都独立地从
一个主题中生成，且该主题从一个全局语料库的主题

分布中生成．本文使用的基于实体词的 ＢＴＭ模型的概
率图表示如图１所示：

给定一个短文本集合 Ｄ＝｛ｄ１，ｄ１，…，ｄＮ｝，对应的
双词集合为Ｂ＝｛ｂ１，ｂ２，…，ｂＭ｝，其中 ｂｉ＝（ｗ

ｅ
ｉ，１，ｗ

ｎ
ｊ，２）表

示每一个词对．令 ｚ＝｛１，２，…，Ｋ｝表示主题集合，θ表
示主题分布，即 θｋ＝Ｐ（ｚ＝ｋ），Φ表示主题中词的多项
分布，即Φ为Ｋ×Ｗ维矩阵，其中每个元素φｋ，ｗ＝Ｐ（ｗ｜ｚ
＝ｋ）．则ＢＴＭ产生式过程如下：

对整个语料库，采样一个主题分布：θ～Ｄｉｒ（α）
对每一个主题ｋ∈（１：Ｋ）
采样一个词的分布φｋ～Ｄｉｒ（β）
对每一个词对ｂｉ∈Ｂ
采样一个主题ｚｉ～Ｍｕｌｔｉ（θ）
独立 地 采 样 两 个 词 ｗｉ，１ ～Ｍｕｌｔｉ（φｚｉ），ｗｊ，２

～Ｍｕｌｔｉ（φｚｉ）
其中Ｄｉｒ（α），Ｄｉｒ（β）分别为超参数为α和β的Ｄｉｒｉｃｈｌｅｔ
分布，Ｍｕｌｔｉ（θ）和Ｍｕｌｔｉ（φｚｉ）为多项式分布．

根据上述过程，在θ和Φ都给定的情况下，一个双
词生成的概率为：

Ｐ（ｂｉ｜θ，Φ）＝∑
Ｋ

ｋ＝１
Ｐ（ｗｅｉ，１，ｗ

ｎ
ｊ，２，ｚｉ＝ｋ｜θ，Φ）

＝∑
Ｋ

ｋ＝１
Ｐ（ｚｉ＝ｋ｜θｋ）Ｐ（ｗ

ｅ
ｉ，１｜ｚｉ＝ｋ，φｋ，ｗｅｉ，１）

　Ｐ（ｗｎｊ，２｜ｚｉ＝ｋ，φｋ，ｗｎｊ，２）

＝∑
Ｋ

ｋ＝１
θｋφｋ，ｗｅｉ，１φｋ，ｗｎｊ，２ （１）

在给定超参数α和β后，可以得到：

Ｐ（ｂｉ｜α，β）＝∑
Ｋ

ｋ＝１
θｋφｋ，ｗｅｉ，１φｋ，ｗｎｊ，２ｄθｄΦ （２）

则整个双词集合Ｂ的似然函数为：

Ｐ（Ｂ｜α，β）＝∏
Ｍ

ｉ＝１
∑

Ｋ

ｋ＝１
θｋφｋ，ｗｅｉ，１φｋ，ｗｎｊ，２ｄθｄΦ （３）

本文借鉴文献［２０］中使用的 ｃｏｌｌａｐｓｅｄＧｉｂｂｓ采样
算法近似求解θ和Φ．通过不断交替地对随机变量进行
后验采样，其中每次对其中一个变量的采样都基于其

它随机变量的赋值．在ＢＴＭ中，我们需要对每一个双词
ｂｉ都采样一个主题，其采样后验分布为：

Ｐ（ｚｉ＝ｋ｜ｚｉ，Ｂ）∝

（ｎｉ，ｋ＋α）
（ｎｉ，ｗｅｉ，１｜ｋ＋β）（ｎｉ，ｗｎｊ，２｜ｋ＋β）

（ｎｉ，·｜ｋ＋Ｗβ）
２

（４）

其中ｚ表示双词的主题值，下标ｉ表示不计算当前的
双词，ｎｋ表示主题值为 ｋ的双词个数，ｎｗ｜ｋ表示词 ｗ被

８０６
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赋予主题ｋ的次数，ｎ·｜ｋ＝∑
Ｗ

ｗ＝１
ｎｗ｜ｋ．式（４）第１个因子

代表代表了语料库中主题ｋ所占比例，第２个因式则表
示ｗｅｉ，１和ｗ

ｎ
ｊ，２属于主题ｋ的概率之积．

在ＢＴＭ中，Ｇｉｂｂｓ采样算法首先给每一个双词随机
分配一个主题作为初始状态，然后每次迭代过程都根

据式（４）进行采样，并依次更新每个双词的主题．经过
足够次数的迭代之后，充分统计 ｎｋ和 ｎｗ｜ｋ，利用这两个
统计量可以估算出θ和Φ：

φｋ，ｗ＝
ｎｗ｜ｋ＋β
ｎ·｜ｋ＋Ｗβ

（５）

θｋ＝
ｎｋ＋α
Ｍ＋Ｋα

（６）

３　消歧算法模型
　　上下文信息作为实体消歧的重要参考证据，能够
在一定程度上帮助文本中实体确定主题分布．而主题
漂移表示文本中的歧义实体与文本上下文信息表达的

主题不一致，出现主题偏移现象．例如词“哥伦布”可以
表示航海家、城市、演员等，若不利用上下文信息，很难

确定文本中“哥伦布”指代的是哪一个实体词．但如果
文本中出现词“哥伦布”的附近出现词“海洋”或者“船

只”，则基本可以确定指称项“哥伦布”表示的是航海家

哥伦布．双词模型通过构建词对（例如：〈哥伦布，船
只〉），首先将上下文信息以一种词联合的表示方法联

系在一起，然后通过多个词对表达文本的主题信息，使

之更够更加全面准确的表示上下文信息，从而减小了

主题偏移的影响．
而双词模型中的词的选择则是采用实体词，实体

词作为自然文本的主体词汇，对刻画文本主题具有较

好的鲁棒性，因此本文选择实体词作为 ＢＴＭ双词模型
〈命名实体，名词（名词短语）〉中的一个词，能够较好的

抑制文本主题的偏移，文本中其他名词或者名词短语

则作为双词模型中的另一个词．例如：“迈克尔·乔丹”
可以指篮球明星“乔丹”，也可以指伯克利大学教授“迈

克尔·乔丹”或者其他等等（维基百科中有８个指称项
为乔丹的实体），但如果文本中同时出现了“查尔斯·

巴克利”（篮球明星、政治家等），利用实体词对〈迈克尔

·乔丹，查尔斯·巴克利 〉刻画文本主题就可以表明两

个实体指称更大可能是篮球明星．
３．１　模型框架

同时出现在一个文本中的实体，如果其中一个实

体存在歧义，则其他实体对该实体的消歧具有辅助作

用，该思想表明同一篇文档中词和实体可以映射到同

一主题空间，而实体作为文本的主体，同一篇文档中同

时出现的实体具有协同表达主题的能力，ＢＴＭ模型正

是利用这种实体协同共现的特征，采用双词（其中一个

实体，另外一个为文本名词）的思想建立主题模型，该

模型保持词对中有一个为实体，确保了实体的作为文

本主体的特性功能，同时可以很好的刻画实体间的协

同关系，在上下文信息稀疏的情况下也能建立命名实

体的主题分布，从而提高主题分布精度．
基于此，本文在ＢＴＭ模型的基础上，提出一种半监

督实体消歧算法：实体双词主题模型（ＥｎｔｉｔｙＢｉｔｅｒｍＴｏｐ
ｉｃＭｏｄｅｌｉｎｇ，ＥＢＴＭ），通过构建〈实体，名词（或实体）〉
词对，为每一个词对分配一个主题，最终得到词对中实

体的主题．模型框图如图２所示．

首先为每一个Ｗｉｋｉ实体页面中分配一个单独的主
题（将该主题看作一个实体标签），即对 Ｗｉｋｉ页面中的
每一个共现词对标记该实体标签，进而通过对测试集

文本构建ＢＴＭ模型，确定文本中实体的主题分布，最后
通过对测试文本中待消歧实体进行实体标注的方式，

确定候选实体．
３．２　半监督算法

在３１节中，所提模型算法分为两个部分，分别为
训练阶段和标注阶段．在训练阶段中，收集的Ｗｉｋｉ页面
集用Ｔ表示，对该页面中的词进行 Ｇｉｂｂｓ采样，得到页
面的词对集合，并为每个集合分配一个单独的主题 ｚＴ
（实体标签），即 ｚＴ表示 Ｗｉｋｉ页面 Ｔ中所有共现词对
（ｗｅｉ，１，ｗ

ｎ
ｉ，２）的主题分布．在标注阶段，假设测试文本集

用Ｄ表示，采用增量Ｇｉｂｂｓ采样算法对 Ｔ∪Ｄ中的共现
词对进行采样，并且对 Ｔ中词对的主题分布保持不变，
只对Ｄ中的共现词对进行 Ｇｉｂｂｓ采样．令 ｚＤ表示文本
集Ｄ中共现词对的主题分布，则在每一步增量Ｇｉｂｂｓ采
样过程中都保持ｚＴ不变，只改变ｚＤ．文本集Ｄ中每一个
词对ｂｉ的主题根据式（４）进行采样，且此时公式中的
ｎｉ，·｜ｋ表示在ｚＴ和ｚＤ中双词分别被分配到主题 ｋ的总
个数．考虑到如果为每一个 Ｗｉｋｉ条目页面中分配一个
单独的主题，将会导致主题数量的急剧增大（即主题数

等于Ｗｉｋｉ中实体页面个数），因此ＥＢＴＭ算法只对文本
集中出现的实体对应的Ｗｉｋｉ条目页面分配实体标签．
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在上述ＥＢＴＭ模型中，词的主题分布完全取决于文
本中词对的共现模式．然而，随着主题数目的增加，词的
主题分布空间将变得巨大，且随着迭代的进行，会出现

主题漂移的现象，这时词的主题分布精度将会有所降

低．而现有的知识库（例如维基百科）具有大量的实体
页面注释信息，其注释信息在一定程度上决定了实体

对应主题的分布，具有保持主题中心的作用．
因此，本文在 ＥＢＴＭ模型中加入半监督因子，利用

维基百科的对实体词汇已有的注释提高实体标注精

度．假设Υ表示包含带实体标签注释的词的维基百科
页面，所提方法的关键思想就是使主题词分布 φｋ偏向
于在Υ中出现的频繁带有注释的实体词，以及使文本
主题分布θｋ偏向于在 Υ中页面中频繁的主题．其概率
模型图如图３所示．

本文将维基百科注释Υ视作一个偏向于参数φｋ和
θｋ多项式观察变量，由上一节得知，θｋ和φｋ分别是服从
超参数α和β的狄利克雷分布．Ｐ（φｋ｜β，Υ）是在注释Υ
的条件下φｋ的后验概率，可以表示为 Ｄｉｒ（φｋ｜β＋γ

（ｋ））

，其中γ（ｋ）ｗ 表示在Υ中词 ｗ分配到主题 ｋ的次数．同理
也可以用超参数α＋η表示θｋ的后验狄利克雷分布，其
中ηｋ表示在Υ中带注释词的主题 ｋ出现在文本中的
个数．

根据上面的描述，在已知维基百科注释集 Υ时，最
终ｚｉ＝ｋ的条件概率表示如下：
Ｐ（ｚｉ＝ｋ｜ｚｉ，Ｂ，α，β，Υ）∝

（ｎｉ，ｋ＋α＋ηｋ）
（ｎｉ，ｗｅｉ，１｜ｋ＋β＋γ

（ｋ）
ｗｅｉ，１）（ｎｉ，ｗｎｉ，２｜ｋ＋β＋γ

（ｋ）
ｗｎｉ，２）

（ｎｉ，·｜ｋ＋Ｗβ＋∑
Ｗ

ｗ＝１
γ（ｋ）ｗ ）

２

（７）
　　基于此，本文通过添加两个先验观察项 γ（ｋ）ｗ 和 ηｋ，
将维基百科注释融入到了 Ｇｉｂｂｓ采样过程中，如式（７）
所示．ＥＢＴＭ半监督消歧算法过程见算法１．

算法１　ＥＢＴＭ半监督消歧算法

Ｉｎｐｕｔ：Ｗｉｋｉ页面集Ｔ、测试文本集Ｄ、带词注释的维基百科页面Υ
Ｏｕｔｐｕｔ：文本集Ｄ中每个ｅｉ对应的实体标签．
训练阶段：

对每一个ｗｉｋｉ页面中的词进行Ｇｉｂｂｓｓａｍｐｌｉｎｇ，得到词对集合，并
为该集合分配一个单独的主题（实体标签）～ｚＴ；
标注阶段：

１、对文本集Ｄ中每一个共现词对（ｗｅｉ，１，ｗｎｉ，２）：
共现词对出现在Ｔ中：对词对保持ｚＴ主题分布；
共现词对未出现在Ｔ中：统计Υ中两个先验观察项γ（ｋ）ｗ 和ηｋ；

根据式（７）进行增量Ｇｉｂｂｓｓａｍｐｌｉｎｇ，更新ｚＤ；
重复上述两个步骤，直到迭代次数完成或迭代收敛结束．

２、对每一个包含实体ｅｉ的词对 ｗｅｉ，１，ｗｎｉ，( )２ ：

计算其分配到各个主题的个数 ｗｅｉ→ｋ ；
得到实体ｅｉ的主题：

ｚｅｗｉ＝ｋ，ｗｈｅｒｅ　ｍａｘ｜ｗ
ｅ
ｉ→ｋ｜

３、确定Ｄ中每个实体ｅｉ对应的候选实体．

　　该方法有效的结合Υ中注释词的主题分布使得在
进行Ｇｉｂｂｓ采样时，主题分布更加偏向于带标注词的主
题分布，提高了主题分配的准确度，同时随着采样迭代

不断进行，Υ中注释词不断扩展到文本集中共现的无标
注的词，因此基于本文提出的ＥＢＴＭ算法是一种半监督
学习方法．在实践中这种偏向传播具有很好的性能，文
献［２１］已经证明了结合标注数据和大量未标注数据进
行机器学习时能很大程度上提高机器学习的准确性．
３．３　复杂度分析

文章中实体消歧算法的时间复杂度主要是计算对

ＢＴＭ主题学习的时间开销，假设 ＮＥＭ表示 ｅＬＤＡ
［１３］中

ＥＭ迭代次数，Ｎｉｌｔｅｒ表示ＢＴＭ模型的Ｇｉｂｂｓ采样次数，ＮＤ
表示文本个数．在ｅＬＤＡ算法中，对文档中的每个词、每
个实体采样它的主题的时间复杂度为 Ｏ（ＮＤ（Ｎｗ＋
Ｎｅ）），则总的时间复杂度为 Ｏ（ＮＥＭＫＮＤ（Ｎｗ＋Ｎｅ））．而
对于ＢＴＭ主题学习过程，文本集组成的词对个数为
ＮＤＮｅ（Ｎｗ－Ｎｅ），对每一个双词的 Ｇｉｂｂｂｓ采样时间复杂
度为Ｏ（ＮｉｌｔｅｒＫ），则 ＥＢＴＭ的消歧算法时间复杂度为 Ｏ
（ＮｉｌｔｅｒＫＮＤＮｅ（Ｎｗ－Ｎｅ））．因此两类算法的时间复杂度比
值为：

ｎｂ＝
ＮｉｌｔｅｒＮｅ（Ｎｗ－Ｎｅ）
ＮＥＭ（Ｎｗ＋Ｎｅ）

≈
（Ｎｗ－Ｎｅ）
（Ｎｗ／Ｎｅ＋１）

（８）

由式（８）可以看出，由于每篇文档的实体个数 Ｎｅ
较小，时间复杂度的比值ｎｂ趋于一个较小的常数，因此
ＥＢＴＭ的消歧算法时间复杂度相比ｅＬＤＡ增加较小．

４　实验

４．１　数据和预处理
维基百科页面是目前大多数学者使用的公共数据

集，广泛应用于关系抽取、实体消歧等研究领域中，本文

采用２０１１年６月２３日对应的维基百科中文数据资源：
ｚｈｗｉｋｉｌａｔｅｓｔｐａｇｅｓａｒｔｉｃｌｅｓ．ｘｍｌ，将ＸＭＬ格式数据进过处
理并提取相应信息后，得到３５万多个页面，其中重定向
页面２３万多个，实体页面１２万多个，消歧页面２万多
个，而重定向页面对应的２３万多个同义词表项最终对
应了１１００００多个真实的标准词项上，例如：“宝瓶口”
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和“都江鱼嘴”都重定向至“都江堰”，即“宝瓶口”和

“都江鱼嘴”是同义词项．歧义词表中包括８千多个歧
义实体，总共对应３万多个非歧义实体，其统计信息如
表１所示．

表１　同义词项和歧义实体统计信息

同义词项信息
同义词项数 ２３０３９４

标准词项数 １１１４０５

歧义词项信息

歧义实体个数 ８９５７

所有消歧页面中实体个数 ３７６１９

消歧实体平均对应的实体长度 ４．２０

　　本文为了便于评测，将随机选取了五个主题：“人
工智能、数据挖掘”、“素质教育、高等教育”、“体育运

动”、“智能手机、安卓、苹果手机”、“流行音乐”，并在对

应的３千多篇文章中随机抽取８００篇文章作为本文的
实验数据，其中包含词总共１万多个，实体３千多个，且
每篇文章的平均实体名词数为８，可以认为本文的实验
数据是短文本．其统计信息如表２所示．

表２　实验数据统计信息

文章总数 ８００

命名实体总数 ３２１６

词总数 １０３７９

每篇文章平均命名实体数 ４

每篇文章平均实体名词数 ８

４．２　实验和分析
４．２．１　评价指标

实体消歧的评价指标包括召回率（ｒｅｃａｌｌ）和准确率
（ｐｒｅｃｉｓｉｏｎ），鉴于本文实验数据从 Ｗｉｋｉ页面中提取，且
经过预处理后待消歧实体已经在 Ｗｉｋｉ页面中标注，不
涉及实体抽取部分，即在实体抽取基础上进行本文的

研究，因此本文只采用准确率作为实验的评价指标．假
设实验中需要进行实体消歧的总个数为 ＮＥ，准确选择
的候选实体个数为Ｎｐｒｅ，则准确度Ｐｒｅ＝ＮＰｒｅ／ＮＥ．
４．２．２　实验对比

算法实验环境为 ２１ＧＨｚ×２ＣｏｒｅｓＣＰＵ，４ＧＢ
ＲＡＭ，ＵｂｕｎｔｕＫｙｌｉｎ１５１０系统．实验参数采用文献［１８］
中的参数设置，α＝００５，β＝００１，Ｇｉｂｂｓ采样过程中的
迭代次数设置为１０００．考虑到本文选用的是中文实验
数据，且属于基于主题模型的方法，为方便对比，实验首

先选取目前在主题模型上效果最好的文献［１３］中的
ｅＬＤＡ算法进行对比，然后再与目前比较常见的几种算
法［９，２２］进行对比．下表中涉及的ＥＢＴＭ表示ＥＢＴＭ算法
不添加偏置变量Υ时的得到的实验效果．

实验１　主题个数对比分析
首先使用不同的主题数目对主题进行建模，验证

算法的准确度，具体实验结果如表３所示，主题数目对
算法的准确度都有较大影响．

表３　仿真参数．

Ｋ＝１０ Ｋ＝１５ Ｋ＝２０ Ｋ＝２５ Ｋ＝３０

ｅＬＤＡ ０．７８９ ０．８０４ ０．８３６ ０．８２５ ０．８１８

ＥＢＴＭ ０．７６７ ０．８４８ ０．８６９ ０．８７１ ０．８６８

ＥＢＴＭ ０．７７４ ０．８５８ ０．８８７ ０．８９０ ０．８８５

　　表３结果表明基于ＢＴＭ主题模型的实体消歧算法
发挥了双词主题模型的在处理短文本（统计中每篇文

中实体个数约为４）主题的优势，通过利用实体词对不
但发挥了实体的协同消歧作用，而且减小主题的偏移

程度，提高了主题分类精度．半监督消歧算法 ＥＢＴＭ相
比标准的 ＥＢＴＭ的准确度有一定的提升，是因为 ＥＢＴＭ
在进行Ｇｉｂｂｓ采样时加入Ｗｉｋｉ偏置观察量Υ的原因．

ｅＬＤＡ算法在主题数较小（Ｋ＝２０）时，算法取得最好
性能，约为 ８３６％．而随着主题数目的增加，ＥＢＴＭ和
ＥＢＴＭ算法准确度不断增加，在Ｋ＝２５时，分别能够取得
８７１％和８９０％的准确度．如图４所示，随着主题数目的
增加，ＥＢＴＭ算法依然能够保证较高的准确度，在主题数
目为１５～８０之间时，算法准确度都比ｅＬＤＡ最优值高，因
此该算法对主题数目的敏感度较低，适用性更好．

实验２　不同算法性能对比分析
本实验将数据预处理得到的五个主题下实验数据

分别进行随机采样，取得原数据量的１／２数据和１／４数
据，然后对比实验一的整体数据，实验中主题数目 Ｋ＝
２５，并与目前中文消岐几种典型算法进行对比，包括基
于ＬＤＡ主题模型［９］和基于上下文特征的 ＳＥＣ２算
法［２２］，结果如表４所示．

表４　不同算法性能实验结果

１／４数据集 １／２数据集 完整数据集

ＬＤＡ ０．６４１ ０．６７４ ０．６８１

ｅＬＤＡ ０．７９８ ０．８１９ ０．８３６

ＳＥＣ２ ０．８３５ ０．８３６ ０．８４８

ＥＢＴＭ ０．８０８ ０．８５３ ０．８７１

ＥＢＴＭ ０．８５２ ０．８７７ ０．８９０
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　　由表４可知，本文所提ＥＢＴＭ算法在性能上优于其
他算法，与目前性能最好的基于上下文的ＳＥＣ２算法相
比，其准确度提高了４２％；比基于主题模型的ｅＬＤＡ算
法提高了５４％．由此可见本文所提算法的有效性．文
献［１８］中还提到ＢＴＭ主题模型相对于 ｅＬＤＡ主题模型
适用于短文本、大数据集，由此表４可知，数据集相对较
大时，基于主题模型的 ＥＢＴＭ和 ＥＢＴＭ准确度更好，这
表明了ＢＴＭ主题模型能够处理较大数据集．ＥＢＴＭ算
法相比ＥＢＴＭ由于存在 Ｗｉｋｉ偏置观察量 Υ的原因，使
得数据大小为 １／４数据集时，准确度依然可以达到
８５２％，比ＥＢＴＭ性能下降更缓．

实验３　算法模型的主题分布
选取消歧实体：“迈克尔·乔丹”，并选择其中概率

最高的主题，分别对ｅＬＤＡ和ＥＢＴＭ消歧主题模型中的
Ｔｏｐ１０个词和Ｔｏｐ５个词对进行分析对比．

表５　消歧实体“迈克尔·乔丹”的主题词对分布

迈克尔·乔丹（篮球明星）

ｅＬＤＡ Ｔｏｐ１０
〈乔丹〉，〈篮球〉，〈ＮＢＡ〉，
〈公牛队〉，〈后卫〉，〈赛季〉，

〈冠军〉，〈美国〉，〈纽约〉，〈运动鞋〉

ＥＢＴＭ Ｔｏｐ５

〈乔丹，篮球〉，〈乔丹，芝加哥公牛队〉，

〈美国，ＮＢＡ灌篮大赛〉，
〈ＮＣＡＡ，ＮＢＡ最佳防守球员〉，
〈夏季奥林匹克运动会，ＮＢＡ最有价值球员〉

迈克尔·乔丹（加州大学教授）

ｅＬＤＡ Ｔｏｐ１０

〈乔丹教授〉，〈加州大学伯克利分校〉，

〈机器学习〉，〈美国〉，〈大神〉，

〈计算机科学〉，〈人工智能〉，

〈实验室〉，〈工程院院士〉，〈研究〉

ＥＢＴＭ Ｔｏｐ５

〈加利福尼亚大学，乔丹教授〉，

〈乔丹教授，机器学习〉，

〈伯克利，人工智能〉，

〈加州大学伯克利分校，计算机科学〉，

〈乔丹教授，人工智能〉

　　如表５所示，篮球明星“迈克尔·乔丹”和加州大
学教授“迈克尔·乔丹”的主题分布具有较大的差异，

但在Ｔｏｐ５中某一个主题词对中的两个词有着密切的联
系，共同刻画了待消歧实体的主题特征，同时词对中第

一个词（命名实体，在表中用加粗表示）表示与待消歧

实体频繁共现的命名实体，辅助性表明了消歧实体的

真实身份．同时也可以看出，与 ｅＬＤＡ相比，使用词对
〈实体词，单词〉较好的保持了文本的主题词汇表达内

容，减小了 ｅＬＤＡ主题模型中的主题漂移现象，具有较
好的鲁棒性，例如：在 ｅＬＤＡ中，迈克尔·乔丹（篮球明

星）Ｔｏｐ１０〈词汇〉中的〈美国〉，〈纽约〉和迈克尔·乔丹
（加州大学教授）中的〈美国〉，〈大神〉等词分别表达迈

克尔·乔丹为篮球运动员和大学教授的主题并未有太

大关联；而在ＥＢＴＭ中，每个词对都能较为准确的刻画
命名实体的相应主题．

５　结论
　　本文采用双词主题模型，将协同实体关系融合到
主题模型中提出基于 ＢＴＭ的半监督实体消歧模型，通
过将词对中第一个词选择为共现协同实体，有效的减

小了ＬＤＡ主题模型中主题偏移现象，提高了命名实体
消歧准确度．在利用维基百科实体页面资源时，将实体
页面注释信息看作偏置观察量，更新到Ｇｉｂｂｓ采样过程
中，使得ＥＢＴＭ模型提高了准确度．

同时本文还具有一定的局限性，在面对文章大小

长短不一的自由文本时，ＢＴＭ模型性能并不比 ＬＤＡ模
型更加优越，因此下一步计划设计更加复杂的主题模

型，例如加入层次语义图关系、远程监督等，提高语义分

析准确度，从而提高实体消歧准确度．
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